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운전자 행동 분석을 위한 차량 동작 상태 인식
온-디바이스 AI의 설계 및 구현
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요 약

최근 차량용 센서 및 인공지능의 기술 개발에 따라 전 세계적으로 자율 주행과 같은 운전자의 운전 편의에 대

한 기술 개발이 활발하다. 하지만 시스템 안전성의 검증 때문에 개발 상황과 비교하면 상용화 비율이 낮다. 따라

서 본 논문에서는 운전자가 주행하는 차량에서 사용 가능한 온-디바이스 AI를 구현하여 운전자 행동 분석 및 위

험운전 인식에 사용할 수 있도록 차량 동작 상태를 분류하는 연구를 수행하였다. 차량의 동작 상태를 8가지로 정

의하였고 추출한 차량 내부 정보를 사용하여 차량 동작 상태를 추론하는 딥러닝 모델을 설계하였다. 마지막으로

온-디바이스 AI에서 실시간으로 차량 동작 상태를 추론하기 위해 딥러닝 모델을 디바이스에 탑재한다. 디바이스에

딥러닝 모델을 탑재하기 위해 딥러닝 모델 구조를 변경하고 양자화를 통해 딥러닝을 경량화 하였다. 최종적으로

구현한 온-디바이스 AI를 실제 차량에서 주행하면서 실시간 차량 동작 상태 추론을 수행하여 성능을 평가한다. 차

량 동작 상태 인식 정확도는 91.66% 성능을 나타내었고 추론 시간은 19.72ms로 구현되어 실시간 추론을 수행하

였다.
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ABSTRACT

With the recent development of technologies for vehicle sensors and artificial intelligence, technologies for

driver convenience such as autonomous driving are actively developed around the world. However, due to the

verification of the safety of the system, the commercialization rate is lower than the development situation.

Therefore, in this paper, a study was conducted to classify the vehicle operating status so that it can be used to

analyze driver behavior and recognize dangerous driving by implementing on-device AI available in the vehicle

driven by the driver. Deep learning model was designed to infer the vehicle's operating status using the extracted

vehicle interior information. In order to mount a deep learning model on a device, the structure of the deep

learning model was changed and lightened through quantization. The performance is evaluated by performing

real-time vehicle operation status inference while driving the finally implemented on-device AI in the real

vehicle. The vehicle operating status recognition accuracy showed 91.66% performance and the inference time

was 19.72 ms
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Ⅰ. 서 론

1.1 연구 배경
최근차량용센서및인공지능의기술개발에따라

전세계적으로자율주행기술개발이활발하다. 자율

주행기술은운전자의과실로발생하는교통사고를줄
여운전자와보행자의안전을보장하고고령자, 장애인
및임산부와같은운전이불가한사람의교통편의증진

등 다양한 기대가 높아지고 있다.

하지만자율주행자동차와운전자의주행보조시스
템(ADAS: Advanced Driver Assistance System)의활

발한 개발 상황에 비해 상용화 전망이 낮고 운전자의
수용도도낮게평가되고있어시스템의안정성을검증
하기 위해 시스템의 위험운전을 판단할 필요가 있다.

현재 위험운전을 판단하는 방법은 운행기록장치를 통
해운전자의위험운전행동분석에사용한다. 교통사고
에직결되는과속, 급가속, 장기과속, 급출발, 급감속,

급정지, 급진로변경, 급앞지르기, 급회전, 급유턴, 급가
속등으로 11개의위험운전을정의하고운전자의위험
운전을판단한다. 하지만단순히차량의상태만으로위

험운전으로판단하여활용하기는한계가있다. 교통안
전을위해서는운전자의차량조작행동과차량의현재
상태를고려하여위험운전을정확하게추정하는것은

중요하다.

1.2 관련 연구
차량에센서를부착하여데이터를수집하거나차량

시뮬레이터를 사용하여 교통안전을 위해 운전자의 운

전스타일을식별하는연구가있다.[1-3] 운전자의스타
일을인식하여분석하는것으로서로다른운전자를구
별하여도움이되는변화를포착한다. 이작업은사용자

개인화된보험, 운전자행동예측, 자율주행설계에도
활용할수있다. 하지만운전스타일인식연구는위험
운전의 데이터를 의도적으로 정의하여 수집해서 사용

하기때문에실제사고에관련된위험운전을인식하는
연구에적용하는것은한계가있을수있다. 또한운전
자개개인의운전특징을학습하여운전자를구분하는

연구가있다.[4,5] 다양한운전자를통해수집한데이터
를사용하여딥러닝을설계하여운전자개개인을인식
하여운전자의행동분석에활용할수있다. 하지만학

습된데이터가모든운전자를대표하기힘들기때문에
학습 데이터에 과도하게 적용되어 새로운 데이터에서
성능이감소할수있어한계가있다. 미국에서의자동차

충돌보고서에따르면 2015년 451,000건의자동차충돌
사고가차선변경도중에발생한다고한다.[6] 따라서운

전자의조작에따라발생하는차량의운전동작을인식
하는연구가있다.[7,8] 차선변경중의데이터를수집하
여 딥러닝으로 구현한다. 하지만 대부분의 차선 변경

인식연구의경우제한된환경에서수집된데이터를활
용하거나, 실제차량에서구현한것이아닌고성능컴퓨
팅장비를활용하여구현한경우가많아실제서비스에

사용하기에는 제한이 많다.

최근딥러닝모델을활용한서비스와디바이스에대
한개발이활발하다.[4] 일반적으로딥러닝은높은정확

도를 위하여 모델을 크기가 클수록 성능이 좋아진다.

하지만 모델이 클 경우 많은 메모리 공간과 연산량을
필요하기 때문에 실제 딥러닝 모델을 이용하는 로봇,

자율자동차및소형디바이스와같은환경에서는구현
에어려움이있다. 심층신경망의모델의크기가클경
우많은파라미터값을저장하고있기때문에큰메모리

가필요하다. 또한딥러닝모델은저장된가중치를활용
해 많은 연산이 필요하다. 하지만 프로세서의 성능이
낮은경우메모리가부족하거나추론에많은시간이소

요된다. 따라서성능이낮은소형장치에서구현하기위
해서더적은파라미터를가지고연산량을감소시키는
모델경량화방법이필요하다. 따라서저사양의 MCU

(Micro Controller Unit)에서 딥러닝 모델을 구현하는
연구가 필요하다.

운전자 행동을 분석하기 위한 차량의 동작 상태를

인식하기위해다양한센서정보를사용한연구가있다.

차량외부정보는차량의운전정보와차량상태를알아
내기 위해 추가로 센서를 부착하여 사용한다. GPS

(Global Positioning System)의경우 인공위성에서신
호를받아정밀한현재위치정보를수집할수있다.[11]

하지만 GPS는 1초당 1번의데이터를수집하기때문에

순간적인 변화를 인식하기 어렵다. IMU(Inertial

Measurement Unit) 센서의경우 3가지의축을기준으
로 가속도, 각속도 등의 물리량을 측정하여 데이터로

사용한다.[12] 하지만차량의변화에동일한변화량을수
집하기위해고정된위치에장착하거나오류값을보정
하는기법이필요하다.[13] 최근에는자율주행연구를위

해라이다(Lidar) 센서를사용하는연구도있다.[14,15] 라
이다센서는발사한레이저가목표물에맞고되돌아오
는시간을측정하여주변의장애물을감지하거나현재

위치를파악하기위한정밀한데이터를측정할수있다.

하지만추가적인센서를장착하는차량외부정보는추
가적인 비용이필요하거나 제한적인 공간인 차량에서

추가적인센서를장착하는방법은적절하지않다. 차량
내부정보는추가로센서를장착하지않고데이터를수
집한다.
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차량 내부정보는차량의 OBD 커넥터와연결하여
차량과통신하여다양한차량정보를수집할수있다.

하지만진단목적을위한표준 OBD-II가아닌 UDS프

로토콜이나비표준 CAN 정보의경우센서정보에해
당하는 CAN ID를찾을필요가있다. 따라서차량내부
정보추출을위한연구가있다. 운전자가차량을조작하

여차량내부정보를비표준 CAN ID 추출기법을연구
하였다.[9] 또한 UDS 프로토콜을 이용한 실시간 차량
내부 정보를 추출하는 기법을 연구하였다.[10]

Ⅱ. 본 론

본논문은운전자가주행하는차량에서사용가능한

디바이스를구현하여운전자행동분석및위험운전인
식에사용할수있도록차량동작상태를분류하는연구
를 수행하였다. 또한 관련 연구에서 발생하는 문제를

해결하기위해본논문은실제차량에서동작되는현재
자동차상태를추론하는온-디바이스 AI 구현을제안한
다. 이를위해차량을통해차량내부정보를추출하는

하드웨어를설계한다. 설계된하드웨어는실제차량에
서테스트를위해통신모듈과소모전력을줄이기위해
저전력으로구현하였다. 추출가능한차량내부정보를

분석하고, 차량동작상태를미리설정한차량동작상
태를추론하는딥러닝모델을구현및학습하였다. 디바
이스에서차량동작상태추론하기위해서딥러닝모델

을경량화하여탑재하였다. 이를통해연산능력에한계
가있는소형디바이스에서실시간으로차량동작상태
를추론할수있게구현하였으며, 실제차량주행을통

해온-디바이스 AI에서차량동작상태의실시간추론
정확도 성능을 평가하였다. 본 장에서는 본 논문에서
구현에사용된배경지식과설계및구현내용에대해

설명한다.

2.1 차량 내부 정보
본논문에서는딥러닝학습을위한차량내부정보를

사용한다. 차량내부정보는차량의 OBD-II 커넥터를

사용하여차량과통신하여차량내부의센서정보를추
출하여사용한다. OBD-II는커넥터가 SAE J1962로표
준화되어있으며, 한국에서도의무화됨에따라모든차

량이 OBD-II 포트를가지고있다. 보통운전자가조작
하는정보인운전자조작정보와현재차량의상태정보
를차량상태정보가있다. 운전자조작정보는스티어링

휠 각도, 액셀 페달, 브레이크 페달, 방향지시등 정보
등이 있고, 차량 내부 정보는 현재 차량 속도,

RPM(Revolution Per Minute), 오도미터 등의 정보가

포함된다.

통신방법으론 OBD-II 표준, UDS 프로토콜, K-line,

비표준 CAN정보등이있다. 표준화된 OBD-II 커넥터

에서 7번핀은 K-line으로할당되어있으며, 6번과 14

번핀은 CAN 통신을위해할당되어있다. 차량내부에
존재하는 전자 제어 장치(Electronic Control Unit)의

통신을목적으로국제표준규격으로 CAN(Controller

Area Network) 프로토콜이 있다. OBD-II(On-Board

Diagnostics)는차량배기가스 등을 진단하기위한시

스템이며 차량의 제어부품이나 시스템을 모니터링 한
다. OBD-II 표준, UDS 프로토콜, 비표준 CAN정보는
차량과 CAN(Controller Area Network) 통신을사용하

여데이터를수집할수있다. SAE J1979 OBD-II 표준
은 CAN 버스를이용하여 Parameter ID(OBD-II PID)

를 기반으로 차량의 정보를 요청-응답 형식의 통신을

통하여 데이터를 추출한다. 모든 차량과 동일한 통신
방법을가지지만초기목적인배기량과배기가스와같
은환경개선이목표였기때문에차량의조작정보가제

외된제한된정보만얻을수있다. UDS 통신프로토콜
은 OBD-II와같이요청-응답형식의 CAN 통신을사용
한다. ISO 14230와 ISO 15765과같은표준들을기반

으로 ECU와통신할수있도록만들어진진단용통신
프로토콜이다. UDS통신은기술자들이차량을진단하
기위해만들어졌기때문에 OBD-II보다다양한정보를

추출할 수 있다. K-line의 Keyword Protocol

2000(KWP2000)은 ISO 14230으로 표준화되어 있고
물리계층은 ISO 9141이다. K-line도 OBD-II 포트를

사용하여데이터요청-응답으로데이터를수집할수있
다. 비표준 CAN 정보는 OBD포트의 CAN 버스에서
무분별하게전송되는원시 CAN 정보이다. 센서값에

해당하는 PID를 파악하여 운전자의 조작정보와 차량
상태정보를추출할수있다. 본논문에서는 UDS 통신
을 사용하여 차량 데이터를 수집한다.

2.2 딥러닝 모델 경량화
경량화하는방법은크게두종류로나눌수있는데,

학습된모델의크기를줄이는방법과네트워크구조자
체를효율적으로설계하는방법이있습니다. 본논문은

DS-CNN(Depthwise Separable Convolution Neural

Network) 모델 구조를 사용하였다. 그림 1은 CNN과
DS-CNN의모델구조이다. 일반적인 CNN의경우커

널을사용하여입력데이터의위치별컨볼루션연산을
통해피처맵(Feature map)을생성한다. 입력데이터의

가로의 크기를 , 세로의 크기를 , 입력 채널수를
, 커널의크기를 , 출력채널수를 이라고정의한



논문 /운전자 행동 분석을 위한 차량 동작 상태 인식 온-디바이스 AI의 설계 및 구현

845

다. 이때 CNN의 컨볼루션을 통해 피처 맵을 생성할

때커널이 개만큼의컨볼루션연산을수행하기때문

에연산량은  , 파라미터수는  이다.
DS-CNN는 Depthwise convolution과 Pointwise

convolution으로 구성되어 있다. Depthwise

convolution은 입력 데이터의 채널마다 공간(Spatial)

피처를추출하기위해컨벌루션을수행한다. 입력채널
의수와출력채널의수가동일하기때문에입력데이터

의채널의수와커널과의연산만고려하면된다. 따라서

Depthwise convolution의연산량은  가되며,

파라미터의수는  이된다. Pointwise convolution
는 입력 데이터에 커널의 크기가 1로 고정되어 1x1

convolution을수행하여입력데이터의채널간의연산
만수행하게된다. 따라서출력피처맵은크기는변하

지 않고 채널의 수를 감소시킬 수 있다. Pointwise

convolution의 연산량은 이며 파라미터 수는

×  이 된다. 따라서 DS-CNN의 연산량
과 파라미터 수는 다음과 같다.

     (1)

  (2)

연산량을비교하면 CNN에비해   만큼
의 이득을 얻을 수 있다.

2.3 현재 차량 동작 인식 온-디바이스 AI 
본논문에서실제차량에서차량의현재상태정보와

차량조작상태데이터를수집하는디바이스를설계및
구현하여현재차량동작상태를추론하는딥러닝을경
량화하여디바이스에서추론하는온-디바이스 AI를설

계및구현하였다. 제안하는온-디바이스 AI의구성요
소및상호작용은그림 2와같다. 차량내부데이터를
수집하기위한디바이스는차량에존재하는 OBD-II 커

넥터에 연결되어 데이터를 수집한다. 이 디바이스는
CAN 통신을지원하는 MCU모델과 CAN 트랜시버를
사용하여 CAN통신을통해데이터를전송하거나수신

할수있다. 수집된데이터를사용하여차량동작상태
를추론하는딥러닝모델을서버에서학습한다. 학습한

딥러닝모델을디바이스의 MCU에서동작시키기위해
경량화를수행하여탑재한다. 구현한온-디바이스 AI는
실제차량에장착하여실시간으로차량동작상태를추

론하고추론결과는 BLE 통신을사용해스마트폰에서
결과를 확인하고 기록된다.

2.4 차량 내부 정보 데이터 수집
본논문에서차량동작상태를인식하기위한딥러닝

모델학습을위해총 12가지의차량내부정보데이터
를수집한다. 수집하는차량내부정보는차량의상태를
나타내는차량상태정보와운전자가조작하는정보인

운전자조작정보로분류된다. 수집하는차량상태정보
는차량속도(speed), 종방향가속도(longitudinal acc.),

횡방향가속도(lateral acc.), Yaw 비율(yaw rate), 스로

틀포지션센서(throttle position), 차량의각바퀴의속
도(front/left, front/right, rear/left, rear/right wheel

speed)이다. 차량 속도는 차량이 달리고 있는 속도에

대한정보이다. 종방향, 횡방향가속도는현재주행중
인차량을기준으로수직방향과수평방향에서의가속
도정보이다. yaw 비율은차량의중심에서수직방향을

기준으로변하는각속도를의미한다. 스로틀포지션센
서는엔진에전달되는연료량을조절하기위해개방각
도이며, 엔진의가속상태를조절하는역할을하는정보

이다. 각바퀴의속도는주행중에나타나는각바퀴의

회전속도이다. 차량조작정보는운전자가차량을조작
할때사용하는스티어링휠, 가속패달, 브레이크패달

의 정보를 사용한다. 스티어링 휠의 각도(steering

wheel angle)는 운전자가 스티어링 휠을 조작할 때의
각도정보이다. 가속패달과브레이크패달은운전자가

운전하면서가속패달과브레이크패달을밟았을때의
압력값(bar)과 백분율(percent)값이다. 센서값의 선정
은실제차량에서여러차량동작상태를주행하며차량

내부정보를수집하였을때변화량이큰값들을기준으
로 선택하였다.

그림 1. CNN 모델과 DS-CNN 모델의 구조
Fig. 1. Structure of CNN Model and DS-CNN Model

그림 2. 구현된 온-디바이스 AI의 시스템 동작 흐름도
Fig. 2. System Flow Diagram of Implemented Devices
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2.5 차량 동작 상태 정의
본논문에서구현한현재차량상태를추론하는딥러

닝이분류하는현재차량상태에대해정의한다. 운전자

가운전하는차량의동작상태는다양한도로를주행하
면서현재차량의동작상태가변한다. 따라서차량이
주행될때동작상태를 8가지동작상태로단순화하였

다. 그림 3은정의된차량동작상태를보여준다. 크게
회전 상태가 없는 직진 도로 주행 상태와 회전 도로
주행상태로분류된다. 직진도로주행상태에는차선을

지키는직진상태(straight), 차량이정지되어있는정지
상태(stop), 그리고왼쪽및오른쪽으로차선을변경하
는 상태(Lame change left, Lame change right)이다.

차량회전상태에는일정한각도로회전하는곡선도로
주행상태(Curve left, Curve right)와교차로나 U턴과
같이단시간에차량이크게회전하는도로를주행하는

회전상태(Turn left, Turn right)로정의한다. 본논문에
서는곡선도로에서차선변경하는상태는고려하지않
는다.

실제자동차주행과정에서같은도로를주행하더라
도외부환경에따라서도로형태에맞게주행하지못하
는경우가있다. 따라서딥러닝학습을위해정확하게

분할된학습데이터가필요하다. 라벨링을위해수집된
차량동작상태데이터를정적상태와동적상태로분류
한다. 정적상태는차량이동작할때데이터의대부분이

같은값을유지하는경우로직진도로주행상태, 정지
상태, 곡선 도로 주행 상태가 있고, 동적 상태는 차량
동작상태가진행되는동안운전자가차량을계속조작

하는 상태로 차량 회전 상태와 차선 변경 주행상태가
있다.

본논문에서는정적상태와동적상태를차량내부

정보를 확인하여 경험적으로 라벨링 기준을 설정하였
다. 정적상태의직진상태일경우평탄하지않은도로나
미세한자세제어를하지않는이상은직진도로에서스

티어링휠각도가 0°를기준으로 ±4° 정도를유지하기
때문에직진도로주행상태로라벨링한다. 정적상태의
곡선도로주행상태일경우시작과끝부분의스티어링

휠각도가동작하고, 이상적인곡선도로주행시각도
가유지되는게정상적이지만실제도로에서는많은변

수로인해완만한곡선을가지지못한다. 하지만스티어
링휠각도의좌우방향이유지되거나스티어링휠각도
의차이가크지않으면곡선도로주행으로라벨링한다.

동적상태의경우스티어링휠각도가유지되는구간
이적고각도값이계속변화되는상태이다. 우회전주
행 상태 시 스티어링 휠 각도 변화를 보면 급격하게

각도가 변화하여뚜렷하게 볼록한 패턴을볼수있다.

따라서 0°를기준으로다시 0°가될때까지모든구간을
차량 회전 주행 상태로 라벨링한다. 하지만 완만하고

넓은 회전 도로 주행 시 시작과 끝 부분이 완만하게
각도가변하여곡선도로로오인식될수있고, 반대로
매우짧은구간의곡선도로는시작과끝부분이급격하

게 변하여 차량 회전 주행 상태로 오인식 할 수 있다.

따라서차선이모이는위치가정면일경우에곡선도로
주행, 아닐경우에는회전도로주행상태로라벨링한

다. 차선 변경 주행 상태는 스티어링 휠 각도가 0°를
기준으로좌우대칭과같은패턴이만들어질경우차선
변경주행상태로인식하기위해, 0°에서시작되어대

칭을이루고다시 0°가될때까지의범위를모두차선
변경 주행 상태로 라벨링하다.

2.6 디바이스 하드웨어 구현
본절에서는차량에서데이터를수집하고현재차량

동작상태를추론하기 위한온-디바이스 AI의 구현에
관해설명한다. 디바이스의하드웨어의구조는차량내
부 정보 추출부, 전원을 공급하는 전원부, 차량 동작

상태추론을수행하는중앙처리부로구성되어있다. 하
드웨어 구조는 그림 4와 같다.

차량내부정보추출부는차량 OBD 커넥터와연결

되어 MCP2551 CAN트랜시버를 통해서 중앙처리 시
스템인 MCU에 전달한다. 디바이스의 중앙처리부는
Espressif社의 ESP32 기반의 MCU를사용한다. ESP32

는와이파이와블루투스통신모듈이내장되어있어소

형화에 유리하고 초저전력으로 구현되어 소비전력에
유리하다. BLE 통신을사용하여스마트폰에차량내부

정보와차량동작상태추론결과를전송하여기록하게

그림 3. 차량 동작 상태 정의
Fig. 3. Definition of vehicle operating status

그림 4. 구현 디바이스의 시스템 다이어그램
Fig. 4. Diagrams of implemented device systems
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한다. 전원부는 OBD 커넥터를통해차량의 배터리에
서 12V 전원을 공급받아 레귤레이터를 통해 3.3V의
전원을사용한다. 그림 5는구현한디바이스와실제차

량의 OBD 포트에 연결한 사진이다.

디바이스에서차량동작상태추론을위해소프트웨
어최적화가필요하다. 온-디바이스 AI 동작을위해차

량과 CAN 통신을사용해데이터의요청및응답을수
행하고스마트폰으로 BLE 통신으로데이터를송신하
고딥러닝을통한추론을수행하고있다. 차량동작상

태의실시간추론을위해서각각의기능이적절하게수
행하는스케쥴링을통한최적화가필요하다. 중앙처리
를담당하는 ESP32에서 FreeRTOS를사용하여각각의

기능을하나의 Task로구현하고우선순위를설정하여
Task scheduler가각 Task의실행을결정하게된다. 본
논문에서는 12개의차량내부정보 10Hz의속도로샘

플링하고있다. 차량에너무빠른데이터요청을수행할
경우정상적인데이터를응답하지못하는경우가있어
내부스케쥴링이중요하다. 따라서차량내부정보추출

Task, 딥러닝추론 Task, BLE 통신 Task 순으로우선
순위를 높게 설정하였다.

실시간차량동작상태추론을위해 ESP32에서지원

하는 SIMD(Single Instruction Multiple Data) 명령어
를사용하였다. 동일한형태의여러데이터를한번에
병렬처리하여딥러닝모델의연산속도에이득이되게

설계하였다. 구현한시스템의소프트웨어구조는그림
6과 같다.

2.7 경량 딥러닝 모델 설계
본절에서는구현한디바이스에최적화된딥러닝모

델을설계에대해설명한다. 본논문에서는사용한모델

구조는그림 7과같다. 모델구조는 1개의 CNN 레이어,

4개의 DS-CNN 레이어, Fully connected 레이어로구
성된다.

일반적으로딥러닝망모델을학습할때사용하는대
분의 프레임워크들은 기본적으로 32bit 부동소수점
(Floating Point, FP32)로 학습을 한다. 부동소수점은

실수를컴퓨터가표현하기위해사용하는방법을말한
다. 실수는무한한범위를가지기때문에비슷한숫자의
이진법으로 바꿔서표현한뒤 정규화하여 2의 지수를

곱해변환하는것을말한다. 이때더큰데이터형식을
사용할수록소수점이하의표현범위가넓어지지만모
델크기가커져서계산량과필요한메모리크기가기하

급수적으로커지게된다. 이것은높은성능이필요해지
고추론도오래걸리는문제가발생한다. 따라서본논
문에서는양자화를사용해모델의크기와추론시간을

감소를수행한다. 32bit 부동소수점을 16bit 고정소수
점(Fixed point) 인 정수형 데이터(int16) 로변화하여
사용하였다. 이를통해모델의크기의경량화를확인하

였다. 그림 8은 구현한 모델의 경량화 과정이다.

그림 7. 구현에 사용된 딥러닝 모델 구조
Fig. 7. Deep learning model structure used in
implementation

그림 8. 딥러닝 모델의 양자화 과정
Fig. 8. Quantization Process of Deep Learning Model

그림 5. 구현된 디바이스
Fig. 5. Implemented Devices

그림 6. 구현된 온-디바이스 AI의 소프트웨어 구조
Fig. 6. Software structure of the implemented device
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Ⅲ. 성능 평가

본 장에서는 제안하는 차량 동작 상태를 인식하는
온-디바이스 AI의 성능 평가 내용을 다룬다.

3.1 실험
실험에사용되는데이터를수집하기위해실제차량

을이용하여실험을진행하였다. 실험에서사용한차량
은 2019년현대자동차의코나(KONA)차량이다. 차량
의 OBD커넥너와 제안하는 온-디바이스 AI를 연결하

여차량내부정보를수집한다. 직진, 곡선, 차량회전,

차선변경상태의주행상태가충분히수집되도록수집
장소를선택하여데이터를수집하였다. 수집장소는부

산교대역사거리주변과양산물금읍물금리에서데이
터를수집하였다. 그림 9는데이터수집에사용된경로
이다. 데이터 수집은 데이터의 다양성을 위해서 남성

4명에서수집했으며교대역사거리주변에서 6시간 40

분, 경남양산물금읍에서 2시간 20분, 총 9시간의데이
터를 수집하였다.

수집된데이터는 8bit와 16bit의크기를가지며센서
별해상도에따라센서값들이나타난다. 센서의종류에
따라범위와값의변화량이다르므로정규화를수행한

다. 일반적인최소-최대 정규화방법은데이터의 최대
값과최소값을기준으로정규화하지만본논문에서는
센서데이터의전체해상도범위에서필요한주요범위

를설정한다. 이후입력데이터를양자화할경우부동
소수점을고정소수점으로 변경하기위해–32~31.25

로재설정한다. 구현한디바이스는차량으로부터 12종

류의차량내부정보를 10Hz를주기로수집되어윈도우
크기를설정하여데이터를결합(segmentation)하여딥
러닝의네트워크의입력으로사용한다. 그림 10은입력

데이터 전처리 과정이다.

구현한심층신경망모델은 CNN과 DS-CNN을사용

하여구현하였다. 딥러닝모델의입력데이터는 12개의

센서데이터에윈도우크기를설정하여한번에딥러닝
모델의입력에들어가는데이터양을조절하였다. 윈도
우크기는입력데이터의길이가 4.8초에해당되는 48

로설정하였을경우실험적으로가장높은정확도를나
타내었다. 또한모델에적절한파라미터값을설정하기
위해서 실험적으로 파라미터값을 변경하며 실험을 진

행하였다. 파라미터는 CNN과 DS-CNN 모델의연산량
에영향을주는커널사이즈, 채널수, 스트라이드, 레이
어의개수를변경해서실험하였다. 실험결과커널사이

즈는 3×3, 5개의레이어를 사용한 모델이 가장좋은

성능을나타내었다. 최종적으로테스트데이터를사용
한선정모델의구성과성능평가는다음표 1과같다.

모델의정확도는 85.50%를나타내었다. 그림 11은모

그림 9. 데이터 수집에 사용된 주행 경로
Fig. 9. Drive path used for data collection

그림 10. 입력 데이터의 전처리 과정
Fig. 10. Pre-processing of input data

표 1. 구현된 모델의 구성 및 평가
Table 1. Configuration and evaluation of the implemen-
tation model

그림 11. 차량 동작 상태 추론 모델의 정확도 성능
Fig. 11. Accuracy performance of vehicle operating status
inference model
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델의차량동작상태정확도를나타낸다. 구현한차량
동작 상태 인식 성능을 평가하기 위해 실제 차량에서
주행을통해실시간으로추론한결과를평가하였다. 그

림 12는실시간차량동작상태추론평가를위해주행
하였던경로이다. 주행후수집한차량내부정보를사
용하여학습한모델과디바이스에서구현된경량화모

델의 실시간 추론 결과의 정확도를 비교하였다. 그림
13은 검증을 위해 수집한 차량 내부정보를 사용하여
서버에서 학습한 모델의 정확도 성능 결과이다. 그림

14는구현한디바이스에서의실시간으로추론된경량
화된모델의정확도성능이다. 서버에서학습한모델의
정확도는 92.81%의정확도성능을가지며디바이스에

서추론한 정확도성능은 91.66%의성능을 나타낸다.

온-디바이스 AI에서는데이터추출, 데이터전처리,

딥러닝모델추론, 데이터통신과같은다양한프로세스
를가지기때문에프로세스간소요시간을최소화해야

한다. 구현된온디비아스 AI는 10Hz로데이터를수집
하고있다. 심층신경망모델을경량화한후온-디바이
스 AI에서추론속도는 19.72ms로측정되었다. 실시간

운전자행동을인식하기위해서 189ms[16]보다빨라야
하며 구현된 디바이스는 센서 데이터를 10ms 주기로
데이터를 수집하기 때문에 추론 시간을 40ms 이내로

수행해야한다. 구현된온-디바이스 AI의추론속도는
19.72ms로실시간구현이가능함을확인하였다. 온-디
바이스 AI에서 모델크기는 서버에서의 모델크기

35.41kByte와비교해경량화후 17.70kByte로크기가
감소한 것을 확인하였다.

Ⅳ. 결 론

본 논문에서는 차량의 현재 동작 상태를 인식하기
위해차량에서실시간데이터수집과동시에추론을수

행하는디바이스를설계및구현하였다. 디바이스의하
드웨어는차량의 OBD 커넥터를통해서전원을공급받
고 CAN 통신을통해차량내부정보를추출을수행하

고운용을위해저전력으로설계되었다. 제안하는시스
템은 차량 동작 상태를 인식하기 위해 딥러닝 모델을
학습하여사용한다. 저전력소형디바이스에서딥러닝

사용을위해딥러닝을경량화하여탑재할필요가있다.

제안하는시스템에서딥러닝모델을경량화하기위해
DS-CNN 모델구조를사용하여파라미터의수를감소

그림 12. 실시간 차량 동작 상태 추론 평가의 주행 경로
Fig. 12. Driving path of real-time vehicle motion status
inference evaluation

그림 13. 서버 환경에서 차량 동작 상태 추론 모델의 경량
화 전 모델의 정확도 성능
Fig. 13. Accuracy performance of the pre-lightweight
model of the vehicle operating status inference model in a
server environment

그림 14. 실제 차량 환경에서 구현된 디바이스의 차량 동작
상태 추론 모델의 경량화 모델의 정확도 성능
Fig. 14. Accuracy performance of the lightweight model
of the vehicle operating status inference model of the
implemented device in the actual vehicle environment
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시키고파라미터의양자화를통해모델의크기를감소
하는방법을사용하였다. 모델의학습을위해실제차량
에서 12종류의차량내부정보를수집하였고 8가지의

차량동작상태를추론하였다. 파라미터를변경하여다
양한 모델을 학습하였으며 테스트 데이터를 사용하여
85.50%의정확도성능의모델을최종적으로사용하였

다. 차량동작상태의실시간추론성능을평가하기위
해실제차량에서주행하면서데이터수집과추론을수
행하였고 성능을 평가하였다. 디바이스에서의 정확도

성능은 91.66%로 서버에서 경량화 전의 모델인
92.81%의정확도성능과비교하였을때낮은성능하
락을확인하였다. 또한모델의크기와추론속도를고려

하였을때실제차량에서사용하는목표에맞게효율적
으로 구현되었음을 확인하였다.

Ⅴ. 한계점 및 추후 연구

본 논문의 주요 구현 내용은 딥러닝을 경량화하여
현재차량동작상태를인식하는온-디바이스 AI의구

현이다. 복잡하고깊은딥러닝모델을경량화하는것은
중요한연구내용이지만본논문에서는모델경량을최
대화하는연구가아닌특정소형저사양 MCU에딥러

닝모델을최적화하여구현하는것이다. 따라서딥러닝
모델의경량기법에대한평가방법은고찰이부족하다.

온-디바이스 AI 구현을위해서는딥러닝모델구현, 모

델경량화, 딥러닝모델포팅(porting), 최적화등구현
절차가 존재하고 각 요소 기술이 필요하다. 그러므로
평가를위한비교군을구현하기위해모델을변경하거

나하드웨어가변경되면구현을위한시간과기술이요
구합니다. 또한 본 논문에서 구현에서 사용한 딥러닝
모델은 MCU 탑재를위해처음부터단순하고작은모

델을사용하였다. 따라서경량화후의모델과비교하여
급격한차이가크지않았다. 구현환경에도서버(PC)와
온-디바이스 AI의연산성능의차이가크기때문에비

교평가방법에적절하지않다고판단되었다. 그러므로
본논문에서는모델비교를위해정확도, 추론속도, 모
델크기만고려하였다. 추후연구에는딥러닝모델비교

를 위해 동일환경에서 에뮬레이터를 구축하여 경량화
전후의 손실 추이에 대한 분석을 수행이 필요하다.
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